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В данной статье рассматривается задача возможности предска-
зывать спортивные результаты с помощью методов анализа дан-
ных и машинного обучения и определения качества такого про-
гноза. Также приводитя сравнение построенной модели с моделью
используемой букмекерскими конторами.
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1. Введение

Данная статья продолжает работу по построению модели, описыва-
ющей некоторые параметры хокккейного матча, начатую в [1]. Будет
рассмотрен один из возможных подходов к моделированию, использу-
ющий в качестве основного инструмента методы машинного обучения.
Весь процесс исследования будет происходить на реальных исторических
данных.

2. Подготовка данных

2.1. Описание данных

Различные исторические данные по хоккейным матчам предоставля-
ются на официальных сайтах турниров. Например, на сайте www.khl.ru
Континентальной Хоккейной Лиги можно найти информацию об игро-
ках, результатах матчей. В частности, можно получить такие данные,
как количество забитых шайб командами как в матче целиком, так и за
определенный период.

В качестве набора данных была получена статистическая информа-
ция о матчах Континентальной Хоккейной Лиги сезонов 2014-2020. До-
ступными оказались следующие признаки: домашняя и гостевая коман-
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ды, дата матча, итоговый счет, количество бросков, результат каждого
из 3-х периодов, заброшенные шайбы в большинстве и меньшинстве, чис-
ло численных преимуществ, число выигранных вбрасываний, штрафное
время и различный коэффициенты БК.

2.2. Отбор переменных и обработка данных

Чтобы улучшить качество переменных, можно использовать ге-
нерирование накопленной статистики. Например, подходят следующие
признаки: cредняя реализация бросков, среднее количество нанесенных
бросков, среднее количество заброшенных шайб, среднее количество про-
пущенных шайб, среднее количество пропущенных бросков. Такие зна-
чения накапливаются для каждой команды, исходя из ее предыдущих
результатов, и обновляются после каждого сыгранного матча.

Распределение признаков с заброшенными шайбами будет хорошо
моделироваться распределением Пуассона - распределение дискретного
типа случайной величины, представляющей собой число событий, про-
изошедших за фиксированное время, при условии, что данные события
происходят с некоторой фиксированной средней интенсивностью и неза-
висимо друг от друга. Введем определение распределения Пуассона:

Выберем фиксированное число λ > 0 и определим дискретное рас-
пределение, задаваемое следующей функцией вероятности:

p(k) ≡ P(Y = k) = λk

k! e
−λ,

где k! обозначает факториал числа k, e = 2.718281. . . — основание нату-
рального логарифма. Тот факт, что случайная величина Y имеет рас-
пределение Пуассона с математическим ожиданием λ, записывается:
Y ∼ P(λ).

Таким образом, для каждого матча можем получить значения раз-
личных вероятностей, которые его описывают.

Также в признаках присутствуют коэффициенты БК на события, при
которых в матче будет забито больше или меньше некоторого значения
суммарного количества забитых шайб обеими командами, и само коли-
чество - тотал.

В качестве целевой переменной будем рассматривать суммарное ко-
личество голов, забитых обеими командами в матче. Целевая перемен-
ная будет принимать значение 1, если реальное суммарное количество
голов больше, чем тотал, предложенный БК, и значение 0, если меньше,
соответственно.

Временнóй ряд (или ряд динамики) — собранный в разные момен-
ты времени статистический материал о значении каких-либо параметров
(в простейшем случае одного) исследуемого процесса. Каждая единица



статистического материала называется измерением или отсчётом, также
допустимо называть его уровнем на указанный с ним момент времени.
Во временном ряде для каждого отсчёта должно быть указано время
измерения или номер измерения по порядку.

Так как у нас имеются статистические показатели, которые форми-
руются на основе предыдущих результатов команды, то такие данные
необходимо анализировать с помощью временных рядов - для построе-
ния алгоритма необходимо использовать только уже прошедшие события
до некоторого время t, а для оценки события, которые происходят после.

3. Постановка задачи классификации

Пусть X — множество описаний объектов, Y — множество номеров
(или наименований) классов. Существует неизвестная целевая зависи-
мость — отображение y∗ : X → Y , значения которой известны только на
объектах конечной обучающей выборки
Xm = {(x1, y1), . . . , (xm, ym)}. Требуется построить алгоритм a : X → Y ,
способный классифицировать произвольный объект x ∈ X, сопоставив
объект y ∈ Y .

Нам необходимо отличать хороший алгоритм классификации от пло-
хого, для этого нам нужно ввести метрики для оценки качества модели.
Модель также будем оценивать по тому, сколько денег мы получим или
потеряем, если будем ставить согласно ее предсказаниям. Для этого вве-
дем следующую метрику: ROI (return on investment) - ROI = Pn∗100

s∗n , где
Pn - прибыль на дистанции в n матчей, s - сумма одной ставки, n - коли-
чество ставок. То есть ROI является отношением заработанных денег к
потраченным. ROI - основной показатель эффективности прогностиче-
ской модели. Таким образом, будем "играть в плюс"в том случае, если
ROI > 0.

3.1. Перекресная проверка

Кросс-валидация (cross-validation) - метод оценки аналитической мо-
дели и её поведения на независимых данных. При оценке модели имею-
щиеся в наличии данные разбиваются на k частей. Затем на k − 1 ча-
стях данных производится обучение модели, а оставшаяся часть данных
используется для тестирования. Процедура повторяется k раз; в итоге
каждая из k частей данных используется для тестирования. В резуль-
тате получается оценка эффективности выбранной модели с наиболее
равномерным использованием имеющихся данных.

Улучшим качество с помощью кросс-валидации. Так как мы будем
строить предсказательную модель с помощью временных рядов, то необ-



ходимо правильно использовать кросс-валидацию. Будем сдвигать обу-
чающую выборку на n шагов, а не увеличивать ее, добавляя прошедшие
матчи, чтобы не учитываять слишком старые результаты, которые уже
потеряли свою информативность и могут только помешать при обуче-
нии.

Рис. 1. Кросс-валидация

После проведенного исследования для выбора оптимальных t и n ,
основываясь на размере доступных исторических данных - 2770 матчей,
оказались значения 600 и 100 соответственно - Рис.2. Их и будем исполь-
зовать для построения модели.

3.2. Предсказание модели

Так как в исходных признаках у нас есть коэффициенты на целе-
вые события от БК - коэффциенты k0 и k1 для исхода ”Тотал меньше”
и ”Тотал больше” какого-то количества шайб соответственно, то будем
строить вероятностные модели для улучшения предсказательной способ-
ности алгоритма, то есть модель возвращает вероятность принадлежно-
сти к классу 0 или 1 - p0 и p1 соответственно. Введем величины bi = pi∗ki
для i = 0, 1 - отношение вероятности наступления исхода i, предсказан-
ной нашей моделью, к вероятности, которую дает БК. Данные величины
- математическое ожидание наших ставок.

Теперь можно рассмотреть различные пороговые значения b для от-
бора значений bi, при которых хотим ставить на матч. Такой порог b
должен быть больше 1, так как иначе мы будем играть с отрицательным
математическим ожиданием. В предположении, что pi - вероятности
событий, то изменяя порог b принятия решений, мы будем влиять на
выигрыш.



Рис. 2. Поиск оптимальных t и n

Поэтому и хотим искать именно вероятности, а не просто построить
бинарный классификатор. При верной гипотезе, можно искать подходя-
щие коэффициенты от БК для того чтобы увеличить свой выигрыш.

Перейдем к доказательству гипотезы. Для потенциального улучше-
ния предсказательной способности алгоритма рассмотрим введение сле-
дующих пороговых значений: 1, 1.01, 1.02, 1.03, 1.04, 1.05.

4. Техническая реализация

4.1. Поиск наилучшего алгоритма

Разделим выборку на 2 множества, предварительно отсортировав по
дате: X1 = {первые 2000 матчей}, X2 = {оставшиеся 770 матчей}. Мо-
дель будет обучаться с помощью ранее введенной кросс-валидации на
множестве X1, а после с соответствующими окнами оценена на множе-
стве X2, где на первом шаге выборка для обучения будет составлять
последние 600 матчей множества X1. В качестве моделей выбраны сле-



дующие алгоритмы: LightGBM, XGBoost - одни из сильных алгорит-
мов машинного обучения. Также был использован алгоритм случайного
поиска лучших параметров классификатора по сетке - Random Search
вместо перебора всевозможных вариантов - Grid Search по причине его
трудоемкости.

4.2. Анализ результатов

Для каждого алгоритма проводим перебор гиперпараметров, пере-
бор различных порогов и выбираем лучшую модель, согласно выбранной
метрике. Получили следующие результаты - Рис.3

Рис. 3. Поиск лучшего порога - LGBM

Таким образом, можно сделать вывод, что:

1) LightGBM с порогом 1.05 - наилучший алгоритм с точки зрения
метрики ROI

2) итоговый ROI на X2 составил 3.8%- это означает, что если бы мы
ставили по предсказниям нашей модели, то переиграли бы БК.

3) При увеличении порога отсечения происходит увеличение метрики
ROI

5. Заключение

Итоги проведенного исследования показывают, что методы машинно-
го обучения можно применять для анализа спортивных исторических
данных. Также они подтверждают сформулированную гипотезу о том,



что можно увеличить ROI с помощью использования пороговых значе-
ний для отбора вероятностных предсказаний.

Полученную модель можно использовать для игры на рынке спор-
тивных ставок против БК. Более того, стоит заметить, что в качестве
коэффициентов БК в данных использовались коэффициенты на момент
закрытия приема ставок, которые значительно ниже коэффициентов на
live-ставки, то есть прибыль может быть увеличена.
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